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Гистологический анализ тканей имеет ключевое значение в диагностике ряда заболеваний. Наиболее распространенным методом является окрашивание гематоксилином и эозином (англ. hematoxylin and eosin, H&E) благодаря его простоте и низкой стоимости. Однако во многих случаях врачи нуждаются в более специфичных окрасках (Masson’s Trichrome, Jones Silver Stain и др.), которые дольше готовятся, обходятся дороже и требуют дополнительных лабораторных ресурсов. Развитие методов машинного обучения и, в частности, генеративно-состязательных сетей (англ. generative adversarial network, GAN) [1-3] открывает путь к «виртуальному» получению нужных маркеров непосредственно по H&E-изображению, что существенно экономит время и ресурсы, а также снижает нагрузку на пациентов и систему здравоохранения. Однако на практике GAN-модели зачастую оказываются неустойчивыми к несовпадениям и вариативности в датасете (например, пространственным смещениям, разной интенсивности окраски и др.).
Для преодоления данных ограничений в работе применяется архитектура CycleGAN [4], представляющая собой схему с двумя генераторами и двумя дискриминаторами. Пусть есть два домена изображений:  (например, H&E, исходный домен) и  (например, Ki-67, целевой домен). CycleGAN одновременно обучает: генератор , который переводит изображения из домена  в домен ; генератор , который осуществляет обратный переход из домена  в ;
дискриминаторы, каждый из которых стремиться отличать сгенерированные изображения от настоящих в соответствующих доменах.
[image: D:\Downloads\adam.png]Ключевое ограничение CycleGAN – это требование на согласованность цикла (англ. cycle consistency), гласящее, что композиция  и  должна быть близка к тождественному преобразованию. Аналогичное требование накладывается и на композицию  и . Благодаря такому механизму CycleGAN учится работать на уровне доменов изображений, не требуя точного сопоставления между конкретными парами. Этот подход идеально подходит для задачи виртуального окрашивания гистологических срезов, так как точно сопоставленных пар  в данной задаче невозможно добиться: для окрашивания беруться лишь соседние срезы, которые не могут быть полностью идентичны.Рис. 1. Пример работы алгоритма с Identity loss. Верхний ряд: преобразование H&E-окраски в и окрашивание Ki-67 и обратно в H&E с помощью CycleGAN (“H&E → Ki-67 → H&E”). Нижний ряд: аналогичное преобразование для Ki-67 (“Ki-67 → H&E → Ki-67”).


Использование CycleGAN позволило обойти проблему несовпадения областей ткани в парных снимках. На этапе валидации мы получили более стабильные результаты по переносу стиля (в сравнении с классическим GAN), а визуальный анализ показал, что модель действительно научилась воспроизводить характерные паттерны целевой окраски. Для наглядности приводим примеры с преобразованными изображениями (см. рис. 1), где видно, как H&E-снимки трансформируются в «виртуальные» версии редких окрасок.
В ходе экспериментов по переносу окраски между H&E и Ki-67 наблюдалась неправильная цветовая трансформация: на отдельных изображениях модель иногда «переносит» цветовые области напрямую из H&E на Ki-67, что приводит к некорректной (ложной) покраске (см. рис. 1). Эту проблему мы решили путем добавления дополнительного ограничения на перенос цвета в функцию потерь (англ. Identity loss). Дальнейшее обучение осуществлялось только с этим дополнительным компонентом. Для количественной оценки качества генерации нами была выбрана метрика FID (англ. Fréchet Inception Distance), которая получила широкое распространение в исследованиях, посвящённых оценке качества моделей GAN [5].
С целью дальнейшего улучшения качества и оптимизации процесса обучения, было решено исследовать влияние различных методов оптимизации в задаче виртуального окрашивания, сравнив стандартный алгоритм (англ. Adam) с экстраградиентными методами и их модификациями [6,7].
	Оптимизатор
	Метрика (FID)

	Adam
	30.9596

	ExtraAdam
	31.1388

	OptimisticAdam
	31.0531


 Выбор данных методов мотивирован тем, что модель генеративно-состязательных сетей основывается на решении седловой задачи оптимизации:

где  это функция потерь. Для решения таких задач важна стабильность и избегание зацикливания (англ. cycling behavior), что часто наблюдается при использовании стандартного градиентного спуска (англ. Adam) [6]. Для устранения этой проблемы применяются экстраградиентные подходы [7], которые на каждом шаге дополнительно оценивают градиент в промежуточной точке. Это позволяет стабилизировать обучение и достичь более надежной сходимости к седловой точке.Табл. 1. Значения метрики FID для модели CycleGAN, обученной с использованием различных модификаций Adam.


Полученные нами итоговые результаты показали, что модифицированные экстраградиентные алгоритмы оптимизации ExtraAdam и OptimisticAdam демонстрируют близкие показатели к Adam (см. табл. 1). Такая близость результатов существенно важна на практике, поскольку подтверждает возможность эффективной замены широко используемого оптимизатора Adam более стабильными экстраградиентными методами. Это может привести к повышению стабильности и воспроизводимости обучения моделей GAN в реальных медицинских задачах, где критична надёжность и предсказуемость результатов. 
[bookmark: _GoBack]Однако для качественного сравнительного анализа необходим детальный подбор гиперпараметров, так как недавно проведённые исследования [8] показали высокую чувствительность Adam и его модификаций к их выбору. Таким образом, дальнейшая работа будет сосредоточена на подробном изучении гиперпараметров и сравнении эффективности экстраградиентных методов и Adam на расширенном наборе данных.
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