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[bookmark: _c8e5rkb2roaa]Abstract:
	Мы расширяем результат статьи Gloeckle (2024), заключающийся в том, что LLM обученная с несколькими дополнительными головами (используя метод multi token prediction) получается лучшего качества. В нашей работе мы показываем, что используя multi token prediction, можно улучшить также качество Fine Tuning-а моделей. Также в данной работе улучшения появляются начиная с размера моделей 1B, в том время как в оригинале - начиная с 7B.
[bookmark: _5p1g1wr08yrk]Thesis:
Одной из ключевых проблем современных больших языковых моделей (LLM) остаётся медленный инференс — для генерации каждого нового токена требуется полный прогон всей модели. В ответ на это было предложено множество решений, среди которых выделяется направление Multi Token Prediction (MTP). В своей работе я исследую гипотезу: можно ли использовать MTP не только для ускорения инференса, но и как средство повышения качества дообучения предобученных LLM под новые задачи.
Метод MTP подразумевает предсказание сразу нескольких следующих токенов на каждом шаге генерации. Для этого в модели добавляются независимые выходные головы, работающие поверх общей архитектуры. Авторы одноимённой статьи (2024) показали, что такой подход особенно эффективен при обучении моделей с нуля и преимущественно на больших архитектурах (от 7B параметров). Моя работа развивает это направление: предлагается дообучать уже предобученные модели (например, LLaMA 1B и 3B) с добавлением одной или нескольких спекулятивных голов, тем самым улучшая как качество, так и потенциальную скорость инференса.
Эксперименты проводились с использованием подхода PrefixTuning, при котором обучаются только эмбеддинги начального промпта. В качестве дополнительных голов использовались как простые линейные слои, так и полноценные трансформерные блоки. Результаты показывают, что даже добавление одной трансформерной головы способно заметно снизить loss основной модели и повысить точность ответов, особенно на датасетах типа GSM8k, InstructV3 и CoQA. Также проверялась эффективность использования двух голов — улучшение качества сохраняется, хотя наблюдаются колебания точности между первой и второй головой.
Важным отличием предлагаемого подхода является его применимость к небольшим моделям и способность приносить улучшения при обучении лишь части параметров. Это открывает путь к более эффективному и ресурсосберегающему дообучению LLM на специфические задачи.
В заключении сформулированы направления дальнейших исследований: углублённое обучение голов на разнообразных датасетах, использование альтернативных fine-tuning техник (например, LoRA), и более широкий охват бенчмарков для оценки качества.
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